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Der Tausendfüßler läuft mühelos, weiß aber nicht, wie. Wenn er darüber nachdenkt, merkt
er, dass er keine Ahnung hat, wie er es macht. John Searles Gedankenexperiment „Das
chinesische Zimmer“ geht noch einen Schritt weiter. Eine Person in einem geschlossenen
Raum beantwortet Fragen auf Chinesisch mit Hilfe eines Regelwerks, das alle Fragen und
Antworten enthält, ohne jedoch ein Wort Chinesisch zu sprechen. Von außen betrachtet
scheint das System chinesisch zu sprechen, im Inneren wird jedoch nur stumpf ein
Regelwerk angewendet. Woher wissen wir, dass dieses vollständig ist? Scheinbare
Kompetenz kann das Fehlen echten Verständnisses verbergen. Bei einfachen Aufgaben
spielt dieser Unterschied vielleicht keine Rolle. Wenn sich der Tausendfüßler bewegt oder
wenn Antworten auf Chinesisch gegeben werden, sind wir zufrieden. Aber in Situationen
mit hohem Risiko, wie beispielsweise bei medizinischen Diagnosen, können wir uns nicht
allein auf den äußerlichen Erfolg verlassen. Wir brauchen mehr als nur Funktionalität –
wir brauchen begründetes, zuverlässiges Verständnis. Wir wollen wissen, wie das System
funktioniert und was die Richtigkeit seiner Funktionsweise garantiert.

Meine Forschung konzentriert sich auf moderne intelligente maschinelle Systeme, die als
tiefe neuronale Netze bekannt sind. Diese Modelle sind lose vom menschlichen Gehirn
inspiriert: Sie bestehen aus vielen miteinander verbundenen Recheneinheiten, die
gemeinsam Informationen verarbeiten. Im Wesentlichen ordnen tiefe neuronale Netze
Eingaben Ausgaben zu – Beschreibungen von Bildern, Vorhersagen medizinischer Daten,
Antworten auf Fragen. In der Praxis kann ihre Leistung außergewöhnlich erscheinen. Sie
erkennen Gesichter, klassifizieren Pflanzen, generieren flüssige Texte und unterstützen
medizinische Beurteilungen. Wir testen sie ausgiebig und entwickeln kontinuierlich
anspruchsvollere Prüfungen, und immer wieder zeigen sie beeindruckende empirische 

K. Twisleton: „Das Dilemma des Tausendfüßlers“ (1871)
„Ein Tausendfüßler war ganz zufrieden,
bis ein Frosch aus Spaß fragte:
‚Sag, welches Bein folgt auf welches?‘
Dies brachte ihn so sehr ins Grübeln,
dass er benommen im Graben lag
und nicht wusste, wie er laufen sollte.“
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Erfolge. Dennoch bleiben sie überwiegend „Black Boxes“, also Kisten, in die wir nicht
hineinschauen können. Wir beobachten, was sie produzieren, aber wir verstehen die
Mechanismen, die dahinterstehen, nicht ganz. Da diese Systeme zunehmend aus dem
Labor aus-, und in die Medizin, die Finanzwelt und andere sensible Bereiche einziehen,
wird diese Undurchsichtigkeit problematisch. Wir müssen verstehen, wie diese Systeme
„laufen“ und ob ihre „Regelwerke“ vertrauenswürdig sind.

Wenn wir von intelligenten Systemen Transparenz und Zuverlässigkeit verlangen,
brauchen wir mathematische Werkzeuge, mit denen wir ihr Verhalten analysieren und
begründen können. Empirischer Erfolg allein kann keine Garantien bieten. Für tiefe
neuronale Netze verfügen wir zwar über mathematische Analysemechanismen, doch sie
sind noch nicht weit genug entwickelt, um mit dem technischen Fortschritt mitzuhalten.
Bei vereinfachten Modellen besitzen wir bereits ein solides mathematisches Verständnis.
Wir können die „Regelwerke“ von einfachen Modellen analysieren und Garantien für ihr
Verhalten geben. Moderne neuronale Netze sind jedoch wesentlich komplexer. Diese
Situation ist in der Geschichte der Wissenschaft nicht neu. Der Brückenbau entwickelte
sich lange bevor es die Strukturphysik gab. Die Römer bauten beeindruckende Brücken
wie den Pont du Gard, ohne über formale Theorien der Kraftverteilung oder von
Windlasten zu verfügen. Ihr Ansatz war empirisch und inkrementell: dicker bauen,
Bewährtes wiederverwenden, mehr Material hinzufügen. Die Ergebnisse waren oft
bemerkenswert, aber auch Misserfolge gehörten zum Prozess, und Verbesserungen
kamen Schritt für Schritt. Die Entwicklung tiefer neuronaler Netze ähnelt heute dieser
frühen Phase. Wir erhöhen die Rechenleistung und beobachten beeindruckende
Leistungssteigerungen. Aber neben Erfolgen gibt es auch unerwartete Ausfälle, instabiles
Verhalten und unvorhersehbare Einschränkungen. Die Entwicklung der Physik und der
Strukturmechanik hat den Brückenbau revolutioniert. Sie ermöglichte es Ingenieuren,
Risiken zu berechnen, das Verhalten vor dem Bau zu modellieren und Sicherheit zu
garantieren. Genauso müssen wir die mathematischen Grundlagen moderner neuronaler
Netze ausbauen, bevor wir sie in riskanten Situationen einsetzen können.
Im Brückenbau können wir dank dieser Entwicklungen heute Bauwerke entwerfen, die
zuvor unmöglich gewesen wären. Ein Beispiel dafür ist das Viadukt von Millau, ein
Meisterwerk der Ingenieurskunst aus dem Jahr 2004 mit einer Länge von 2,5 km und
einer Höhe von 343 m an seiner höchsten Stelle. Wer weiß, was wir mit tiefen neuronalen
Netzen erreichen können, wenn wir verstehen, wie sie funktionieren?

Für meine Forschung habe ich mehrdimensionale Geometrie und Informationstheorie als
zentrale mathematische Ansätze gewählt, die ich anpasse und weiterentwickle, um
moderner neuronaler Netze zu analysieren.
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Die mehrdimensionale Geometrie befasst sich mit den geometrischen Eigenschaften von
Objekten, die weit mehr als die natürlichen drei Dimensionen besitzen. Das liefert
Einblicke in die Art und Weise, wie tiefe neuronale Netze trainiert werden. Der
Trainingsprozess besteht darin, dem Modell eine große Menge an Eingaben mit
vordefinierten Ausgaben zu präsentieren. In diesem Prozess passen wir die Parameter
des neuronalen Netzes so an, dass seine Ausgaben den vordefinierten Ergebnissen
möglichst nahekommen. Dieser Vorgang basiert auf einer komplexen mathematischen
Theorie und erfordert eine noch größere Rechenleistung. Aufgrund der enormen Anzahl
an Parametern können wir den Trainingsprozess und die Veränderungen der einzelnen
Parameter jedoch nicht mehr vollständig beschreiben. Ebenso ist es nicht möglich, die
Fähigkeiten des trainierten Modells vollständig zu garantieren. Betrachtet man das Modell
jedoch als Objekt in einem hochdimensionalen geometrischen Raum, in dem jede
Dimension einem bestimmten Parameter entspricht, kann dies Aufschluss über das
Verhalten des Modells geben. Der spezielle Aspekt, den ich untersucht habe, ist die
sogenannte „Flachheit“. Man kann sich dies so vorstellen: Das trainierte Modell befindet
sich in einer Umgebung vieler ähnlicher Modelle, deren Parameter sich nur leicht
unterscheiden, die aber dennoch ähnliche oder gleiche Ausgaben liefern. In solchen
Situationen können wir zeigen, dass kleine Änderungen in den Eingaben nicht zu
kritischen Fehlern führen, was die Zuverlässigkeit des Systems erhöht.

Das zweite Werkzeug, das ich benutze, ist die Informationstheorie. Dabei handelt es sich
um eine relativ junge mathematische Theorie, die in den 1940er Jahren von Claude
Shannon entwickelt wurde, um die Funktionsweise von Kommunikationskanälen wie
Telefonen und Radios zu analysieren. Ein tiefes neuronales Netzwerk kann im weiteren
Sinne als Kommunikationskanal betrachtet werden, in dem Informationen von der
Eingabe zur Ausgabe übertragen und dekodiert werden. Wenn wir Modelle aus dieser
Perspektive betrachten, können wir die Menge an Informationen analysieren, die durch
das trainierte Modell übertragen wird. Diese Analyse liefert Erkenntnisse über die Qualität
der Ausgaben, sowie über Fähigkeiten des Modells, die bislang nicht direkt beobachtet
wurden.

Tiefe neuronale Netze „laufen“ bereits, wie der Tausendfüßler: funktional erfolgreich, aber
ohne reflektiertes Verständnis ihrer eigenen Mechanismen. Sie lösen Probleme, die einst
unerreichbar schienen. Aber das allein reicht nicht aus. In Situationen mit hohem Risiko
müssen wir die „Regelwerke“ auch verstehen und ihre Zuverlässigkeit begründen. Ich
möchte dazu beitragen, eine mathematische Grundlage zu schaffen, die den Unterschied
zwischen bloßer Funktionsfähigkeit und echtem Verständnis überwindet. So wie die
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Theorie im Brückenbau Meisterwerke wie das Viadukt von Millau hervorgebracht hat,
kann auch eine mathematische Fundierung neuronaler Netze den Weg zu neuen, sicheren
technologischen Meisterleistungen ebnen.
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